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論 文

推移性を利用した大規模ベイジアンネットワーク構造学習

本田　和雅†a) 名取　和樹†b) 菅原　聖太†c) 磯崎　隆司†,††d)

植野　真臣†e)

Learning huge Bayesian network structures using the transitivity

Kazunori HONDA†a), Kazuki NATORI†b), Shouta SUGAHARA†c), Takashi
ISOZAKI†,††d), and Maomi UENO†e)

あらまし ベイジアンネットワークは同時確率分布の数学的な分解により高精度な予測を実現できることが知
られている．しかし，ベイジアンネットワーク構造学習は膨大な計算時間を要するため，大規模変数に対して構
造学習は難しい．近年の研究で，制約ベース手法である RAI アルゴリズムの条件付き独立性検定（CI テスト）
に Bayes factorを用いることで漸近一致性を有しつつ 1000変数程度の構造学習が可能になってきた．制約ベー
ス手法では学習のできる限り早期にエッジを削除することができれば学習に要する CI テスト数を削減できるこ
とが知られている．本論文はベイジアンネットワークのある二変数の条件付き独立性からその各変数と他変数と
の条件付き独立性の少なくとも一つを保証できる推移性が成り立つことを明らかにする．さらに RAI アルゴリ
ズムにおいて推移性により少なくとも一つの条件付き独立が保証される二組のエッジの CI テストを優先して行
い，CIテスト数を大幅に削減できる手法を提案する．複数のベンチマークネットワークと大規模なランダムネッ
トワークを用いたシミュレーション実験により，提案手法がこれまで実現できなかった大規模なベイジアンネッ
トワークを学習できることを示した．

キーワード 確率的グラフィカルモデル，ベイジアンネットワーク構造学習，条件付き独立性，制約ベースア
プローチ

1. ま え が き

ベイジアンネットワークは，確率変数をノードで表

しノード間の依存関係を非循環有向グラフ（Directed
Acyclic Graph: DAG）で表現する確率的グラフィカ
ルモデルである．ベイジアンネットワークは，確率構

造に DAGを仮定することにより，同時確率分布を条
件付き確率の積に分解する．ベイジアンネットワー

クを利用した確率推論は高い予測精度を持つことか

ら [1]，システムの故障診断や危険予測システム，医療
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診断システムなど様々な目的で応用されてきた．

ベイジアンネットワークの構造は一般にデータから

推定する必要がある．この問題をベイジアンネット

ワークの構造学習と呼ぶ．

ベイジアンネットワークの構造学習法として，漸近

一致性を有する学習スコアを用いて，全ての構造の候

補からスコアが最も高い構造を探索する厳密解探索ア

プローチが従来から用いられてきた．このアプローチ

は構造の探索数がノード数に対し指数的に増加する

NP困難問題 [2]である．効率的に厳密解を探索するた
めに，動的計画法 [3]～[7]，A∗ 探索 [8]，整数計画法 [9]
などの従来の人工知能アプローチによる構造学習法が

提案されてきたが，未だ 60 ノード程度の構造学習が
限界である．

一方，因果モデル分野では，漸近一致性は持たないが，

より計算効率の高い構造学習法が提案されている．こ

の手法は制約ベースアプローチと呼ばれ，完全無向グラ

フに，二ノード間の条件付き独立性検定（Conditional
Independence test: CIテスト）を適用して学習され
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図 1: 4ノードの DAG
Fig. 1 DAG with 4 nodes.

る無向グラフに対し，オリエンテーションルール [10]
によるエッジの方向付けを行うことで DAGを学習す
る．制約ベースアプローチの研究では，PCアルゴリ
ズム [11]，MMHCアルゴリズム [12]，RAIアルゴリ
ズム [13]が提案されている．従来の CIテストでは漸
近一致性を持たないことが問題であったが，近年の研

究で，RAIアルゴリズムの CIテストに Bayes factor
を用いることで漸近一致性を有する大規模ネットワー

ク構造学習を実現している [14] [15] [16]．この手法で
は 1000ノード程度のネットワークを学習できるよう
になったが，本研究ではより大規模のネットワーク学

習を実現できるアルゴリズムの開発を目的とする．

制約ベースアプローチの時間計算量は学習に要する

CIテスト数に大きく依存する [11] [13]．一般に，制約
ベースアプローチでは，学習のできる限り早期にエッ

ジを削除するほど CIテスト数を削減できる．そこで，
本論文は推移性を用いて，より学習の早期に条件付き

独立性を検出できる手法を提案する．

無向グラフによってノード間の依存関係を記述する

マルコフネットワークの条件付き独立性では推移性が

成り立つ [17] [18]．マルコフネットワークの条件付き
独立性における推移性は二変数 X と Y が変数集合 Z
を所与として条件付き独立ならば二つの変数対 X と

A，Aと Y（A /∈ {X, Y } ∪Z）のうち少なくとも一つ
は Zを所与として条件付き独立となる性質である．す
なわち，ある条件付き独立性を検出したとき，推移性

を利用することで少なくとも一つの条件付き独立が保

証される二組のエッジの CIテストを列挙できる．し
かし，ベイジアンネットワークの条件付き独立性でマ

ルコフネットワークと同様の推移性は成り立たない．

例えば図 1の DAGにおいて，X と Y は {Z}を所与
として条件付き独立であるが，X と A，Aと Y はと

もに {Z}を所与として条件付き独立でない．
Pearlはベイジアンネットワークの条件付き独立性

で推移性を緩和した弱推移性が成り立つことを示し

た [18]．弱推移性は二変数 X と Y が変数集合 Z と
Z ∪ {A}（A /∈ {X, Y } ∪ Z）のどちらを所与として
も条件付き独立であるならば二つの変数対 X と A，

Aと Y の少なくとも一つは Zを所与として条件付き
独立となる性質である．この手法はすでに制約ベース

アプローチに利用され，学習精度向上に寄与してい

る [19]．弱推移性は前述の推移性と同様に，条件部で
ある二つの条件付き独立性を検出できれば少なくとも

一つの新たな条件付き独立性の検出を保証できる．し

かし，新たに条件付き独立となる候補変数 Aを同定す

るために，Z ∪ {A}を所与とした X と Y の条件付き

独立性を検出しなければならず，従来の制約ベースア

プローチより CIテスト数が増加してしまう．例えば
図 1において，X と Y の {Z}を所与とした条件付き
独立性を検出したとき，Aが候補変数か判定するため

に {Z, A} を所与とした CI テストを行わなければな
らない．すなわち，Aが候補変数でないために弱推移

性で新たな独立性を検出できないだけでなく，CI テ
スト数だけが増加してしまう．このように弱推移性は

CIテストの精度向上には貢献するが，CIテスト数の
削減は期待できない．

本論文では，二変数の条件付き独立性から各変数と

条件付き独立となる他変数の候補空間を制約するこ

とで，ベイジアンネットワークでも推移性が成り立つ

ことを示す．この候補空間はネットワークサイズに対

して線形時間で探索できるため，従来の制約ベースア

プローチより CIテスト数は増加しない．ベイジアン
ネットワークの推移性を制約ベースアプローチに利用

することで少なくとも一つの条件付き独立が保証され

る二組のエッジの CIテストを優先して実施できる．
提案手法では，推移性を用いるために事前にエッジ

を方向付ける必要がある．それゆえ，無向グラフ上で

CI テストを行う PC アルゴリズムや MMHC アルゴ
リズムは推移性を利用できない．一方で，RAIアルゴ
リズムは学習途中でエッジを方向付けるため，推移性

を利用できる．そこで，本論文は現在最も大規模の構

造学習を実現できる Bayes factorを用いた RAIアル
ゴリズム [14] [15] [16]をベースに改良し，漸近一致性
を有する新しいアルゴリズムを提案する．

提案手法は以下の利点がある．

（ 1） 従来の制約ベースアプローチと同等の精度を

保ちつつ，学習に要する CIテスト数と計算時間をよ
り削減する．

（ 2） これまで実現できなかった大規模のベイジア
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ンネットワークを厳密学習できる．

複数のベンチマークネットワークとランダムに生成

した大規模ネットワークを用いたシミュレーション実

験によって提案手法と従来の制約ベースアプローチを

比較した．これにより，以下の有効性が示された．

（ 1） 30 ノードを超える中規模から大規模のネッ
トワークにおいて，提案手法は従来の制約ベースアプ

ローチの精度を落とさず，学習に要する CIテスト数
と計算時間をより削減できる．

（ 2） 1000 ノードを超える大規模ネットワークに
おいて，提案手法は学習速度と学習精度を大幅に向上

して学習でき，従来では実現できなかった 3500ノー
ドの大規模ネットワーク構造学習を実現できる．

2. ベイジアンネットワーク学習

ベイジアンネットワークは，確率変数をノードとし，

ノード間の依存関係を非循環有向グラフ（Directed
Acyclic Graph: DAG）と各ノードの条件付き確率で
表現する確率的グラフィカルモデルである．

今，V = {X1, . . . , Xn}を n個の離散確率変数に対

応するノード集合とし，各ノードXi は ri 個の状態集

合 {1, . . . , ri}から一つの値 kを取る（Xi = kと書く）

とする．このとき，ベイジアンネットワーク構造Gに

おいて，各ノードXi の親ノード集合を Pa(Xi, G)と
したとき，同時確率分布 P (X1, . . . , Xn) は以下のよ
うに表現できる．

P (X1, . . . , Xn) =
n∏

i=1

P (Xi | Pa(Xi, G)). (1)

ノードXからノード Y までの隣接ノードの連なりを

二ノードX，Y を結ぶ道と言う．道上で，三ノードA，

B，C が A→ C → B，A← C → B，A→ C ← B

と結合することをそれぞれ，ノード C で逐次結合，分

岐結合，合流結合すると言う．ベイジアンネットワー

ク構造は二ノードを結ぶ道をブロックすることで条件

付き独立性を表現する．ブロックを以下で定義する．

［定義 2.1］ 二ノードX，Y を結ぶ道 pが以下のいず

れかの条件を満たすとき，道 p はノード集合 Z でブ
ロックされる．

（ 1） 道 p がノード Z ∈ Z で逐次結合か分岐結合
をする．

（ 2） 道 p がノード Z /∈ Z で合流結合をし，かつ
Z の子孫が Zに属さない．
二ノード X，Y を結ぶ全ての道がノード集合 Zでブ

ロックされるとき，ネットワーク構造 Gにおいて X，

Y は Zを所与として条件付き独立であり，X ⊥ Y | Z
と表す．ネットワーク構造における条件付き独立性は

合成性や弱結合性，弱推移性などの性質を満たす [18]．
ベイジアンネットワークの構造学習では漸近一致

性を有する周辺尤度スコアを最大化する構造を探索

することが一般的である．今，条件付き確率パラメー

タ集合 Θ = {θijk}，(i = 1, . . . , n, j = 1, . . . , qi, k =
1, . . . , ri) の事前分布として，以下のディレクレ分布
P (Θ)を仮定する．

P (Θ) =
n∏

i=1

qi∏
j=1

Γ
(∑ri

k=1 αijk

)
∏ri

k=1 Γ(αijk)

ri∏
k=1

θ
αijk−1
ijk . (2)

ここで，qi はノードXi の親ノード集合Pa(Xi, G)の
取り得るパターン数を表し，αijk はディレクレ事前

分布のハイパーパラメータを表す．ノード集合 V に
対する N 個のデータをD = {D1, . . . , DN}とすると
き，周辺尤度スコアは次式で表される．

P (D |G, α) =
∫

Θ
P (D | Θ, G)P (Θ)dΘ (3)

=
n∏

i=1

qi∏
j=1

Γ(αij)
Γ(αij + Nij)

ri∏
k=1

Γ(αijk + Nijk)
Γ(αijk) .

ここで，α = {αijk}，(i = 1, . . . , n, j = 1, . . . , qi, k =
1, . . . , ri) であり，αij =

∑ri

k=1 αijk である．また，

Nijk はノード Xi の親ノード集合 Pa(Xi, G) が j

番目のパターンを取るときの Xi = k となる頻度

を表し，Nij =
∑ri

k=1 Nijk である．データ数 N は

N =
∑qi

j=1 Nij，(i = 1, . . . , n) となる．近年では，
αijk = α/(riqi) とした Bayesian Dirichlet equiva-
lent uniform（BDeu）が最も用いられる [20] [21]．こ
こで，α は Equivalent Sample Size (ESS) と呼ばれ
る事前知識の重みを示す擬似サンプルである．

一般にこの構造学習法は，厳密解探索アプローチと

呼ばれる．しかし，このアプローチによる構造学習は

NP困難であり，ノード数の増加に伴い，計算量が爆
発的に増加してしまう．厳密解を効率的に探索するた

めに，動的計画法 [3]～[7]，A∗ 探索 [8]，整数計画法 [9]
といった従来の探索手法を用いた構造学習法が提案さ

れてきた．しかし，最先端手法 [9]でさえ 60ノード程
度の構造学習が限界であり，大規模ネットワークを学

習できない．
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図 2: 従属モデル G1
Fig. 2 Dependent model.
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図 3: 独立モデル G2
Fig. 3 Independent model.

一方，因果モデル分野では，大幅に計算量を削減で

きる制約ベースアプローチと呼ばれる構造学習法が提

案されてきた．このアプローチの基本的なアルゴリズ

ムは以下の通りである．

（ 1） 完全無向グラフを生成する．

（ 2） （1）で生成された完全無向グラフに対し条
件付き独立性検定（Conditional Independence test:
CIテスト）によりエッジを削除する．
（ 3） （2）で得られた無向グラフに対してオリエ
ンテーションルール [10]を用いて方向付けを行う．
一般に，制約ベースアプローチの学習精度は CIテス
トの精度に依存し，学習速度は学習に要する CIテス
ト数に依存する．

制約ベースアルゴリズムとして，PC アルゴリズ
ム [11]，MMHCアルゴリズム [12]，RAIアルゴリズ
ム [13]が提案されてきた．しかし，これらのアルゴリ
ズムでは χ2検定，G2検定，条件付き相互情報量を CI
テストに用いるため，漸近一致性を持たない．

一方で，Steckらは，二変数間が独立・従属モデルの
周辺尤度の比による Bayes factorを用いた漸近一致性
を有する CIテストを提案した [22]．例として，X と

Y 間について各ノードの共通親ノード集合を Zとした
ときの従属なモデルを G1，独立なモデルを G2 とし，

それぞれ図 2，3に示す．このときの Bayes factorを
BF(X, Y | Z)とすると，対数 Bayes factorは，

log BF(X, Y | Z) = log P (D | G1, α)
P (D | G2, α) , (4)

と表される．ここで，P (D | G1, α)，P (D | G2, α)
は式（3）の BDeuを用いる．Bayes factorを用いた
CIテストでは対数 Bayes factorが 0以上か否かで図
2，3のどちらを選択するか判定する．しかし，Steck
らはこの CIテストを理論分析に用いるだけでベイジ
アンネットワーク学習には用いていない．

Abellán らは Bayes factor を用いた CI テストを
PCアルゴリズムに組み込み，従来の制約ベースアプ
ローチの手法と比較している [23]．しかし，実験結果

より，χ2 検定，G2 検定を用いた従来の CIテストの
ほうが Bayes factorを用いた CIテストより学習精度
が高かったと報告している．名取らは以下の定理を示

すことで，Abellánらの結果はデータ数が少ないとき
の結果であり，理論的にはデータ数を増やせば Bayes
factorを用いた手法が従来手法より高精度となると報
告した [14] [15] [16]．
［定理 2.1］ データ数 N →∞のとき，
（ 1） 真の構造が Zを所与としてX と Y が条件付

き独立でないとき，log BF(X, Y | Z) > 0．
（ 2） 真の構造が Zを所与としてX と Y が条件付

き独立のとき，log BF(X, Y | Z) < 0．
証明は名取ら [16] を参照してほしい．定理 2.1 より，
Bayes factorを用いた CIテストは漸近的に真の条件
付き独立性を判定できる．名取らは Bayes factor を
用いた CIテストを制約ベースアプローチである RAI
アルゴリズムに組み込んだ手法を提案し，これまでに

できなかった漸近一致性を有して 1000変数を超える
大規模構造学習を実現した．

本論文では，さらに大規模のベイジアンネットワー

ク学習の実現のために，ある二変数の条件付き独立性

を検出すればその各変数と他変数との条件付き独立性

の少なくとも一つを保証できる推移性が成り立つこと

を証明し，名取らの手法 [14] [15] [16]を拡張する．こ
れにより，CI テスト数を大幅に削減し，従来の制約
ベースアプローチでは実現していない大規模のネット

ワーク学習を実現する．

3. Bayes factorを用いたRAIアルゴリ
ズム

RAIアルゴリズムは，制約ベースアプローチにおい
て最初に提案された PCアルゴリズム [11]を改良した
ものである．PCアルゴリズムでは，n− 2個のノード
を所与とした高次の CIテストまで繰り返す．しかし
高次の CIテストは，低次の時に比べて信頼性が非常
に低くなり，精度が著しく悪化する問題がある．RAI
アルゴリズムは，その高次の CIテストを抑えるため
に開発された学習アルゴリズムである．RAIアルゴリ
ズムは，各次数の CIテスト後にオリエンテーション
ルールによるエッジの方向付けを行い，その結果を用

いて全体グラフを部分グラフに分割する処理を繰り返

すことで構造を学習する．RAIアルゴリズムの CIテ
ストに Bayes factor を用いることで漸近一致性を有
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する学習アルゴリズムが提案されている [14] [15] [16]．
今，グラフをG = (V, E)と表し，V，Eはそれぞれ

Gに含まれるノード集合，エッジ集合を表す．ここで，

Gは有向エッジと無向エッジを併せ持つとする．また，

Adj(X, G)はグラフGにおけるノードX の隣接ノー

ド集合を表し，Ch(X, G)はグラフGにおけるノード

X の子ノード集合を表す．このとき，Pap(X, G) は
Adj(X, G) \Ch(X, G)を表し，Pa(X, G)はグラフ
G におけるノード X の親ノード集合を表す．また，

Pa(X, G)はグラフ集合Gにおいて ∪G∈GPa(X, G)
を表す．G の部分構造 G′ = (V′, E′) が存在すると
き，RAIアルゴリズムのグラフ分割では，以下に定義
される外生因果および自律的部分構造に分割を行う．

［定義 3.1］ Y が G′ = (V′, E′)の外生因果⇔ ∀Y ∈
V\V′，∀X ∈ V′，Y ∈ Adj(X, G)⇒Y ∈ Pa(X, G)．
［定義 3.2］ G′ が自律的部分構造 ⇔ ∀X ∈ V′ で，

Vex は G′ の外生因果からなる集合とするとき，

Pap(X, G) ⊂ V′ ∪Vex．

CIテストに Bayes factorを用いる RAIアルゴリズ
ムの詳細を Algorithm1 に示す．Algorithm1 では完
全無向グラフ Guc とデータDを入力として関数 RAI
を再帰的に実行することで，学習結果の構造を出力とし

て得る．ここで，関数 RAI内の log BF(X, Y | Z)は
式（4）の対数 Bayes factorを表し，0未満のとき条件
付き独立と判定する．また，V[i]はノード集合Vの i

番目の要素を，G[i]はグラフ集合Gの i番目の要素を，

EXY はXY 間のエッジを表す．関数RAIの概略は次
のとおりである．入力グラフを Gs = (Vs, Es)とし，
（1）各次数のCIテストにおいて log BF(X, Y | Z) < 0
となりX，Y が条件付き独立と判定されるとき，XY

間のエッジ EXY を削除する（8 行目から 24 行目）．
（2）（1）により得られた無向グラフにオリエンテー
ションルールを適用して方向付ける（25 行目）．（3）
方向付けの結果から自律的部分構造を取り出す．具体

的には，Vs の要素から子ノードを持つ集合 Vp と子

ノードを持たない集合Vcを取り出す．ここで，Vcの

要素が Es の無向エッジ集合 EU の要素を用いて Vp

のいずれかの要素に到達可能 [24]な場合，その要素を
Vc から削除する．また，EU の要素のうち Vc の要

素を頂点に持つエッジ集合を Ec とし，Vc と Ec で

構成されるグラフを自律的部分構造として Gs から取

り出す（26行目から 37行目）．（4）Gs から外生因果

を構成するノード集合とそのノードを頂点に持つエッ

ジ集合を取り出す．このとき，取り出したノード集合

Algorithm 1 The RAI algorithm using Bayes factor
1: function Main(Guc, D)

Guc = (Vuc, Euc): 完全無向グラフ
D: データ

2: return RAI (0, Guc, ϕ, Guc, D)
3: end function

4: function RAI(nz , Gs, Gex, Gall, D)
nz : CI テストの次数
Gs = (Vs, Es): 入力グラフ
Gex: 分割されたグラフの集合
Gall = (Vall, Eall): CI テストと方向付けによって得られる出力グラフ

5: if 全ての V ∈ Vs について |Pap(V, Gall)|<nz + 1 then
6: return Gall
7: end if

// CI テストによるエッジの削除
8: for Gex = (Vex, Eex) ∈ Gex do
9: for X ∈ Vs, Y ∈ Vex do

10: for Z ⊆ Pap(X, Gs) ∪ Pa(X, Gex) \ {Y } do
11: if |Z| = nz かつ log BF(X, Y | Z) < 0 then
12: Eall ← Eall \ {EXY }
13: ▷ EXY : XY 間のエッジ
14: end if
15: end for
16: end for
17: end for
18: for X ∈ Vs, Y ∈ Vs do
19: for Z ⊆ Pap(X, Gs) ∪ Pa(X, Gex) \ {Y } do
20: if |Z| = nz かつ log BF(X, Y | Z) < 0 then
21: Eall ← Eall \ {EXY }, Es ← Es \ {EXY }
22: end if
23: end for
24: end for
25: オリエンテーションルールを用いて Eall，Es を方向付け

// Gs から自律的部分構造を分離
26: EU ← Es の無向エッジ集合
27: Vc ← Vs の子ノードを持たないノード集合
28: Vp ← Vs \Vc
29: for i = 1 to |Vc| do
30: if Vc[i] が EU の要素を用いて Vp のいずれかの要素に到達可能 then
31: Vc ← Vc \Vc[i]
32: end if
33: end for
34: Ec ← EU において Vc の要素を頂点として持つエッジ集合
35: Es ← Es \ Ec
36: Vs ← Vs \Vc
37: GD ← (Vc, Ec)

//Gs から外生因果を分離
38: Ge ← ϕ
39: i ← 1
40: for V ∈ Vs do
41: Ve ← {V } ∪ (V から到達可能な Gs のノード集合)
42: Ee ← Es において Ve の要素を頂点として持つエッジ集合
43: Ge[i] ← (Ve, Ee)
44: Vs ← Vs \Ve
45: Es ← Es \ Ee
46: i ← i + 1
47: end for

// 再帰的に関数 RAI を呼び出す
48: for i = 1 to |Ge| do
49: Gall ← RAI(nz + 1, Ge[i], Gex, Gall, D)
50: end for
51: Gex ← Gex ∪Ge
52: return RAI(nz + 1, GD , Gex, Gall, D)

53: end function

とエッジ集合で定義されるグラフが非連結グラフとな

る場合，非連結グラフ内の個々の連結グラフを列挙す

る．具体的には，Vs の要素が無くなるまで以下の手

順を繰り返す．まず，Vs の任意の要素 V から到達可

能な Gs のノード集合と V の和集合をVe とする．次

に Es において，Ve の要素を頂点に持つエッジ集合

を Ee とする．Ve と Ee で構成されるグラフをグラ

フ集合 Ge に追加し，Gs から (Ve, Ee) を取り除く．
（38行目から 47行目）．（5）各部分グラフで再帰的に
RAIを呼び出す（48行目から 52行目）．

Algorithm1の動作例として，ベイジアンネットワー
クのリポジトリ [25]に登録されている survey（図 4(a)）
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図 4: Algorithm1の動作例
Fig. 4 A running example of Algorithm1

を真の構造とした学習過程を示す（図 4）．この例で
は，Bayes factorを用いた CIテストが真の独立性を
判定できると仮定する．2 行目より，CI テストの次
数 nz = 0と完全無向グラフ Guc（図 4(b)）を引数と
して関数 RAI を呼び出す．nz = 0 より，18～24 行
目で条件変数集合 Z を空集合とした 0 次の CI テス
トを実施する．その結果，X1 ⊥ X2 を検出し，エッ

ジ EX1X2 を削除する（図 4(c)）．25行目で図 4(c)の
構造のエッジを方向付ける（図 4(d)）．27 行目より，
図 4(d) の構造において Vs から子ノードを持たない

ノード集合 Vc = {X3, X4, X5, X6} を得る．35～37
行目より，Vs, Es から Vc とそのノード間のエッジ

集合 Ec からなる構造を自律的部分構造 GD として取

り出す（図 4(e)）．残った Vs = {X1, X2} の各要素
において，40～47行目の処理をX1, X2 の順で以下の

ように行う．X1 は X2 に到達可能でないため，41～

43行目より，Vs, Es から Ve = {X1}，Ee = ϕから

なる構造を外生因果Ge[1]として取り出す（図 4(e)）．
残った Vs に含まれるノードは X2 のみとなるため，

41～43行目より，Vs, Es から Ve = {X2}，Ee = ϕ

からなる構造を外生因果 Ge[2] として取り出す（図
4(e)）．次に 48～50行目より，Ge[1], Ge[2]について
CI テストの次数 nz + 1 = 1，Gex = ϕ を引数とし

て関数 RAI を再帰的に呼び出す．Ge[1], Ge[2] はそ
れぞれ X1, X2 のみからなる構造であるため，共に 5
行目の終了条件を満たす．52 行目より，GD につい

て，nz + 1 = 1, Gex = {Ge[1], Ge[2]}を引数として
関数 RAI を再帰的に呼び出す．nz = 1 より，8～17
行目で 1次の CIテストを実施し，X1 ⊥ X4 | {X3}，
X1 ⊥ X5 | {X3}，X1 ⊥ X6 | {X3}，X2 ⊥ X4 |
{X3}，X2 ⊥ X5 | {X3}，X2 ⊥ X6 | {X3} を検
出して，EX1X4，EX1X5，EX1X6，EX2X4，EX2X5，

6
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EX2X6 を削除する（図 4(f)）．次に，18～24 行目の
CI テストによって X4 ⊥ X5 | {X3} を検出して
EX4X5 を削除する．25行目で構造Gall のエッジを方

向付ける（図 4(g)）．26～37行目より，Vs, Es から，

Vc = {X4, X5, X6}, Ec = {EX4X6 , EX5X6} からな
る構造を自律的部分構造GDとして取り出す（図 4(h)）．
残った Vs に含まれるノードは X3 のみとなるため，

41～43行目より，Vs, Es から Ve = {X3}，Ee = ϕ

からなる構造を外生因果 Ge[1] として取り出す（図
4(h)）．次に，48～50行目より，Ge[1]について，CIテ
ストの次数nz +1 = 2, Gex = {({X1}, ϕ), ({X2}, ϕ)}
を引数として関数 RAI を再帰的に呼び出すが，5 行
目の終了条件を満たす．52 行目より，GD について

nz + 1 = 2, Gex = {({X1}, ϕ), ({X2}, ϕ), Ge[1]} を
引数として関数 RAI を再帰的に呼び出す．nz = 2
より，8～17 行目で 2 次の CI テストを実施し，
X3 ⊥ X6 | {X4, X5} を検出して，EX3X6 を削除

する．25行目で構造 Gall のエッジを方向付ける（図

4(i)）．26～37行目より，Vs, Es から ({X6}, ϕ)を自
律的部分構造GD として取り出す．また，38～47行目
でVs, Es から，({X4}, ϕ), ({X5}, ϕ)をそれぞれ外生
因果Ge[1], Ge[2]として取り出す．48～52行目より，
Ge[1], Ge[2], GDについてCIテストの次数nz +1 = 3
を引数として関数 RAIを再帰的に呼び出し，5行目の
終了条件を満たすので学習を終了し，図 4(i)の構造を
得る．

今，真のベイジアンネットワークに以下の 3.1を仮
定すると，Bayes factor を用いた RAI アルゴリズム
は漸近一致性を有する [14] [15] [16]．
［仮定 3.1］ G = (V, E)を真のベイジアンネットワー
ク構造とし，V，Eをそれぞれ，Gに含まれるノード集

合，エッジ集合とする．このとき，Gは以下を満たす．

∃X, ∃Y ∈ V, ∃Z ⊂ V \ {X, Y } s.t. X ⊥ Y | Z

⇒ EXY /∈ E.

［定理 3.1］ 真のベイジアンネットワークが仮定 3.1
を満たし，データ数N →∞となるとき，Algorithm1
は真のベイジアンネットワーク構造を推定する．

定理 3.1 の証明は名取ら [14] [15] [16] を参照してほ
しい．

名取らの手法 [14] [15] [16]はこれまでの制約ベース
アプローチの中で最も高精度な大規模構造学習を実現

した．本論文では，名取らの手法 [14] [15] [16]のエッ
ジ削除に推移性を利用することで漸近一致性を有しつ

つ，さらに大規模の構造学習を実現する．

4. 提 案 手 法

本章では，ベイジアンネットワークにおいて，ある

二変数の条件付き独立性を検出すればその各変数と他

変数との条件付き独立性の少なくとも一つを保証でき

る推移性を導入し，それを名取らの手法 [14] [15] [16]
に利用することで漸近一致性を有しつつ学習に要する

CIテスト数を削減できるアルゴリズムを提案する．
4. 1 推 移 性

無向グラフによって確率変数間の依存関係を記述す

るマルコフネットワークの条件付き独立性では以下の

推移性が成り立つ [17] [18]．今，Vを n個の変数集合

とし，X，Y ∈ V，Z ⊆ V \ {X, Y } とする．また，
A ∈ V \ ({X, Y } ∪ Z) とする．このとき，推移性は
以下の性質を示す．

X ⊥ Y | Z⇒ X ⊥ A | Z or A ⊥ Y | Z. (5)

ここで，X ⊥ Y | Z は X と Y が Z を所与として条
件付き独立であることを表す．式（5）より，ある二変
数の条件付き独立性（左辺）からその各変数と他変数

との条件付き独立性（右辺）の少なくとも一つを保証

できる．推移性はすでにマルコフネットワーク学習に

利用されている [26]が，前述のようにベイジアンネッ
トワークの条件付き独立性では成り立たない．

Pearlは推移性を緩和した以下の弱推移性がベイジ
アンネットワークの条件付き独立性で成り立つことを

示した [18]．

X ⊥ Y | Z and X ⊥ Y | Z ∪ {A}

⇒ X ⊥ A | Z or A ⊥ Y | Z. (6)

式（6）より，弱推移性は条件部の条件付き独立性から
右辺の条件付き独立性の少なくとも一つを保証でき，

すでにベイジアンネットワーク学習に利用されてい

る [19]．しかし，前述のようにこの手法は CI テスト
の精度を向上させるが，条件部の真偽判定で従来の制

約ベースアプローチでは行わない Z∪{A}を所与とし
た CI テストを行うために CI テスト数が増加する問
題がある．

そこで，本論文では，弱推移性における変数 Aの候

補空間を条件付けることにより，条件部の Z∪ {A}を
所与とした条件付き独立性を検出せずとも新たな条件

付き独立性の検出を保証できる以下の定理を導く．
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［定理 4.1］ G = (V, E)をDAGとし，X，Y ∈ Vで，
Y はXの非子孫とする．このとき，A ∈ V\({X, Y }∪
Pa(X, G) ∪W)とすると，以下が成り立つ．

X ⊥ Y | Pa(X, G) (7)

⇒ X ⊥ A | Pa(X, G) or A ⊥ Y | Pa(X, G).

ここで，W は X の子孫であり，X と Y が合流結

合するノードとその子孫からなるノード集合を表し，

Pa(X, G)は X の Gにおける親ノード集合を表す．

定理 4.1の証明は付録で示す．定理 4.1より，マルコ
フネットワークの推移性と同様に，ベイジアンネット

ワークのある二変数の条件付き独立性（左辺）からそ

の各変数と他変数との条件付き独立性（右辺）の少な

くとも一つを保証できる．すなわち，定理 4.1はベイ
ジアンネットワークにおける条件付き独立性の推移性

を示し，従来の制約ベースアプローチよりCIテスト数
を増加せずに新たな条件付き独立性の候補変数を同定

できる．例えば図 1において，二ノードX，Y はノー

ド集合 {Z}を所与として条件付き独立だが，A ∈W
より A は新たな条件付き独立性の候補変数でないと

判定でき，CIテスト数は増加しない．
制約ベースアプローチは学習の早期に条件付き独立

性を検出してエッジを削除するほど少ない CIテスト
数で学習できる．定理 4.1の推移性はある条件付き独
立性から少なくとも一つの条件付き独立性を保証でき

るため，これを用いれば少なくとも一つの条件付き独

立が保証される二組のエッジの CIテストを優先して
実施できる．これにより，より学習の早期に条件付き

独立性を検出してエッジを削除でき，CIテスト数を削
減できる．次節では，推移性を用いたエッジ削除法を

提案し，制約ベースアプローチに組み込む．

4. 2 提案アルゴリズム

定理 4.1 の推移性を制約ベースアプローチに利用
するためには，推移性を有するノード A の探索空間

を同定しなければならない．今，V を n 個のノード

集合とし，X，Y ∈ V，Pa(X, G) を X のグラフ G

における親ノード集合とする．また，W を X の子

孫で，X と Y が合流結合するノードとその子孫から

なるノード集合とする．このとき，A の探索空間は

V \ ({X, Y }∪Pa(X, G)∪W)であるため，まずノー
ド集合Wの要素を列挙しなければならない．そのた

めには事前にエッジを方向付ける必要がある．それゆ

え，無向グラフ上で CIテストを行う PCアルゴリズ
ム [11]やMMHCアルゴリズム [12]はWの要素を列

Algorithm 2 Edge cutting with transitivity
1: function transitive_cut(Gs, G, X, Y , Z, D)

Gs = (Vs, Es): 自律的部分構造
G = (V, E): 全体グラフ
X, Y, Z: X ⊥ Y | Z となる二ノード X，Y とノード集合 Z

2: A ← Adj(X,G)∩Adj(Y,G)\(Ch(X,G)∩Ch(Y,G)∪Z)
3: for A ∈ A do
4: if log BF(X, A | Z) < 0 then
5: if X ∈ Vs かつ A ∈ Vs then
6: Es ← Es \ {EXA}, E ← E \ {EXA}
7: ▷ EXA: XA 間のエッジ
8: else
9: E ← E \ {EXA}

10: end if
11: end if
12: if log BF(A, Y | Z) < 0 then
13: if A ∈ Vs かつ Y ∈ Vs then
14: Es ← Es \ {EAY }, E ← E \ {EAY }
15: else
16: E ← E \ {EAY }
17: end if
18: end if
19: end for
20: return (Gs, G)

21: end function

挙できない．一方，RAIアルゴリズム [13]は学習途中
でエッジを方向付けるため，ノード集合Wの要素を

列挙できる．そこで，本論文は Bayes factorを用いた
RAIアルゴリズム [14] [15] [16]のエッジ削除に推移性
を利用する．

前述のようにWの要素を列挙するためにはノード

X の子孫で，二ノード X，Y が合流結合するノード

を同定する必要がある．この合流結合を厳密に同定す

ることは X，Y 間で X の子孫を持つ全ての道を探索

しなければならず，計算量が大きい．しかし，推移性

を有するノード Aの探索空間は式（7）を用いてさら
に縮約できる．今，X と Y の条件付き独立性を検出

してエッジを削除したとき，X と Aか Aと Y（もし

くは両方）のエッジがすでに削除されていたとする．

このとき，X と Aか Aと Y（もしくは両方）の条件

付き独立性はすでに検出されているため，式（7）はす
でに成り立っており，推移性を利用する必要がない．

新たに X か Y（もしくは両方）と条件付き独立な A

を検出するためには，Aの探索空間は X と Y の共通

隣接ノード集合 Adj(X, G) ∩Adj(Y, G) に含まれな
ければならない．このうち，X と Y の共通子ノード

集合 Ch(X, G) ∩Ch(Y, G) はノード集合W に含ま

れるために探索空間から除外する．また，定理 4.1よ
り，Pa(X, G)も除外する．したがって，Adj(X, G)∩
Adj(Y, G) \ (Ch(X, G) ∩Ch(Y, G) ∪Pa(X, G))が
A の探索空間となる．この探索空間は X，Y の共通

隣接ノードのみを探索すれば同定できるため，ノード

数に対して線形時間で計算できる．

定理 4.1の推移性を利用したCIテストとエッジ削除
法をAlgorithm2に示す．関数TRANSITIVE_CUT

8



論文／推移性を利用した大規模ベイジアンネットワーク構造学習

は学習途中のグラフ Gs と G，X ⊥ Y | Z となる二
ノードX，Y とノード集合 Z，データDを入力とし，
推移性に基づくエッジの削除を行ったあとにグラフ

を出力する．具体的には，Adj(X, G) ∩Adj(Y, G) \
(Ch(X, G) ∩Ch(Y, G) ∪ Z)を前述の探索空間とし，
この探索空間に属する任意のノードを Aとする．二つ

のノード対X と A，Aと Y のそれぞれに対して Zを
所与とした Bayes factor を用いる CI テストを行い，
独立と判定されたノード対の間のエッジをグラフから

削除する．以上を探索空間に属する全てのノードに対

して繰り返す．

推移性を用いたエッジ削除法を RAI アルゴリズム
に利用するためには関数 TRANSITIVE_CUT を関
数 RAI におけるエッジの削除後（Algorithm1 の 12
行目と 21行目の直後）に呼び出せば良い．ここで，CI
テストの次数が 0のとき，関数 RAIは，推移性の利用
の有無に関わらず，全てのノード対に対して一回ずつ

の CIテストを行わなければならない．そのため，提
案手法は関数 TRANSITIVE_CUT を 0 次の CI テ
ストでは呼び出さず，1次以降のときにのみ呼び出す．
提案手法は推移性によって少なくとも一つの条件付

き独立性が保証される二組のエッジの CIテストを優
先的に実施できるため，学習の早期にエッジを削除で

き，CIテスト数を削減できる．制約ベースアプローチ
の時間計算量は CIテスト数に依存するため，提案手
法は計算時間も削減できる．また，データ数が十分に

大きくないとき，信頼性の低い CIテストを削減する
ため，従来の制約ベースアプローチ以上の学習精度を

保証する．さらに，提案手法では従来の制約ベースア

プローチが実現してこなかった大規模構造学習の実現

を期待できる．

4. 3 漸近一致性

本節では提案手法が以下の漸近一致性を有すること

を示す．

［定理 4.2］ 真のベイジアンネットワーク構造が仮定
3.1を満たし，データ数 N →∞となるとき，提案手
法は真のベイジアンネットワーク構造を推定する．

［証明］ 定理 3.1 より，Algorithm1 は仮定 3.1 の下
で N → ∞ のとき真のベイジアンネットワーク構造
を推定する．これは CIテストの実施順序に関わらず
成り立つ．提案手法は Algorithm1 における CI テス
トの実施順序を変更しただけであり，漸近一致性を持

ち，定理 4.2が成り立つ． 2

表 1: 計算環境
Table 1 Computational environment.

PC アルゴリズム，RAI アルゴリズム，提案手法
CPU 3.5 GHz 6-Core

Intel Xeon E5 Mac Pro
System Memory 64GB
OS Mac OSX 10.11.6
ソフトウェア MATLAB

MMHC アルゴリズム
CPU 3.5 GHz 6-Core

Intel Xeon E5 Mac Pro
System Memory 64GB
OS Mac OSX 10.11.6
ソフトウェア Java

表 2: ベンチマークネットワーク
Table 2 Benchmark networks.

network ノード数 エッジ数
最大親
ノード数

パラ
メータ数 データ数

cancer 5 4 2 10 10,000 ∼ 2,000,000
earthquake 5 4 2 10 10,000 ∼ 200,000

sachs 11 17 3 178 10,000 ∼ 200,000
alarm 37 46 4 509 10,000 ∼ 2,000,000

win95pts 76 112 7 574 10,000 ∼ 2,000,000
andes 223 338 6 1157 10,000 ∼ 2,000,000
munin 1041 1397 3 6314 10,000 ∼ 200,000

5. 評 価 実 験

本章では提案手法の有効性を示すために数種類の条

件で実験を行う．具体的には，PCアルゴリズム [11]，
MMHCアルゴリズム [12]，RAIアルゴリズム [13]，提
案手法に対して BDeuに基づく Bayes factor（ESS =
1.0 [27]～[29]）を適用し，様々な規模のベンチマーク
ネットワークとランダム生成した大規模ネットワーク

の構造学習において学習速度と精度を比較する．PC
アルゴリズムは Bayes Net Toolbox for Matlab（注1）の

実装を，RAIアルゴリズムは Lernerが公開している
実装（注2）を使用し，MMHC アルゴリズムと提案手法
は独自に実装した．また，Bayes factor を用いた CI
テストも独自に実装し，各アルゴリズムに組み込んだ．

各手法の計算環境を表 1に示す．
5. 1 ベンチマークネットワークを用いた評価

本節では，ベイジアンネットワークのリポジトリ

bnlearn [25]に登録されている 7種類のベンチマーク
ネットワークを用いて実験を行う．これは，様々な規

模のネットワークに対して，提案手法が従来手法の精

度を保ちつつ，より高速に学習できることを示すため

である．ベンチマークネットワークの情報と実験を

行ったデータ数について表 2 に示す．表中のノード
数，エッジ数，最大親ノード数，パラメータ数はネッ

トワークの規模を表す．

（注1）：https://github.com/bayesnet/bnt

（注2）：http://www.ee.bgu.ac.il/~boaz/software.html
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表 3: cancerの実験結果
Table 3 The experiment results for cancer.

CI テスト数
データ数 PC MMHC 名取ら 提案手法
10,000 36.6 17.1 32.1 32.1
20,000 39.2 17.1 34.0 34.0
50,000 48.6 17.7 39.9 40.9

100,000 49.5 17.8 40.1 40.3
200,000 52.5 18.0 41.4 41.8
500,000 55.2 18.0 42.9 43.4

1,000,000 56.1 18.0 43.8 43.7
2,000,000 57.0 18.0 44.6 44.0

計算時間（s）
10,000 0.08 0.40 0.06 0.16
20,000 0.13 0.92 0.10 0.07
50,000 0.27 1.06 0.16 0.17

100,000 0.53 1.99 0.23 0.25
200,000 1.01 3.98 0.50 0.42
500,000 2.66 10.28 1.14 1.32

1,000,000 7.02 19.63 2.69 3.09
2,000,000 15.36 37.36 9.19 6.59

SHD
10,000 2.5 1.3 2.7 2.7
20,000 2.4 1.5 2.8 2.8
50,000 1.9 0.3 3.3 3.3

100,000 1.6 0.3 2.9 2.7
200,000 1.3 0.3 2.8 2.5
500,000 0.6 0.2 1.2 0.6

1,000,000 0.3 0.2 0.6 0.3
2,000,000 0.0 0.1 0.0 0.0

本実験では，各ネットワークについて表 2のように
データ数を増加させるときの学習速度と精度を比較し

た．実験手順は以下の通りである．

（ 1） 各パターンの真のネットワーク構造からデー

タセットを表 2のデータ数だけランダムに発生する．
（ 2） 手順（1）で発生させたデータを用いて，各手
法により構造学習する．

（ 3） 手順（2）を 10回繰り返す．
ただし，6時間の制限時間を設け，超過する場合は学
習を打ち切った．

本実験の CIテスト数と計算時間，Structural Ham-
ming Distance（SHD）[12]の結果を表 3から表 9に
示す．CIテスト数は各学習において行われた条件付き
独立性検定（Conditional Independence test: CI テ
スト）の回数を表す．また，SHDは，真には存在する
が学習において削除されたエッジ数と真には存在しな

いが学習において残されたエッジ数，エッジの方向付

けの誤り数の和によって真の構造と推定された構造の

表 4: earthquakeの実験結果
Table 4 The experiment results for earthquake.

CI テスト数
データ数 PC MMHC 名取ら 提案手法
10,000 60.9 57.0 46.5 45.2
20,000 57.0 57.7 45.0 44.0
50,000 57.0 57.0 45.0 44.0

100,000 57.0 57.0 45.0 44.0
200,000 57.0 57.0 45.0 44.0

計算時間（s）
10,000 0.11 0.23 0.11 0.10
20,000 0.15 0.61 0.14 0.10
50,000 0.29 0.65 0.24 0.16

100,000 0.55 1.27 0.35 0.24
200,000 0.97 2.50 0.64 0.47

SHD
10,000 1.5 1.3 1.5 1.5
20,000 0.0 1.4 0.0 0.0
50,000 0.0 0.1 0.0 0.0

100,000 0.0 1.3 0.0 0.0
200,000 0.0 1.0 0.0 0.0

距離を表す．SHDが 0.0に収束することで真の構造と
推定された構造が一致したことを表す．表中の “-”は
制限時間内に学習できなかったことを表す．また，表

中の PC，MMHC，名取ら，提案手法はそれぞれ，PC
アルゴリズム，MMHC アルゴリズム，Bayes factor
を用いた RAIアルゴリズム [14] [15] [16]，提案手法の
学習結果を表す．

提案手法と PCアルゴリズムを比べると，提案手法
は全てのネットワーク学習において CIテスト数を削
減し，cancerを 10,000個のデータで学習したときを
除いて計算時間も削減した．これより，提案手法は PC
アルゴリズムより CIテスト数と計算時間を削減して
学習できることが確認された．提案手法は大規模ネッ

トワーク学習において PCアルゴリズムより SHDを
減少したが，小規模から中規模のネットワーク学習に

おいて SHDをわずかに増加した．これと同様の傾向
が名取らの手法における SHDでも確認できる．大規
模のネットワークではパラメータ数が増大し，データ

がスパースになるため，CI テストの信頼性が低下す
る傾向がある．提案手法と名取らの手法が大規模ネッ

トワークで PCアルゴリズムより高精度であった理由
は CIテストを PCアルゴリズムより大幅に削減した
ことで信頼性の低い CIテスト数を減少できたためと
考えられる．一方，提案手法と名取らの手法は CIテ
ストの次数ごとにエッジの削除と方向付けを繰り返す
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表 5: sachsの実験結果
Table 5 The experiment results for sachs.

CI テスト数
データ数 PC MMHC 名取ら 提案手法
10,000 604.1 144.9 427.0 426.7
20,000 731.5 166.9 529.3 522.4
50,000 859.5 193.0 624.8 614.8

100,000 932.6 194.2 695.2 687.0
200,000 988.0 197.0 733.0 731.0

計算時間（s）
10,000 3.02 1.37 1.04 0.99
20,000 5.57 2.80 2.02 1.65
50,000 10.75 7.16 4.00 3.08

100,000 20.90 25.37 7.36 6.13
200,000 28.24 63.17 14.34 13.11

SHD
10,000 14.1 17.0 16.2 14.3
20,000 12.9 17.0 17.3 16.1
50,000 10.2 17.0 14.0 14.0

100,000 10.0 17.0 12.6 12.6
200,000 0.0 17.0 0.0 0.0

ために方向付けの誤りがエッジの削除に影響するが，

PCアルゴリズムはエッジの削除を完了した後にエッ
ジを方向付けるため，エッジの方向付けによる誤りが

エッジの削除に影響しない．それゆえ，PCアルゴリ
ズムは CIテストの信頼性が高い小規模から中規模の
ネットワークを高精度に学習できると考えられる．一

方，PCアルゴリズムは 2,000,000個のデータによる
andes の学習と munin の学習を制限時間内に実行で
きなかったが，提案手法は全てのパターンで制限時間

内に学習できた．これより，提案手法は PCアルゴリ
ズムが学習できない大規模のネットワーク学習を実現

できることが示された．

次に，提案手法とMMHCアルゴリズムを比較する．
提案手法は cancer と sachs を除いたネットワーク学
習においてMMHCアルゴリズムよりも CIテスト数
を削減でき，全てのネットワーク学習において計算時

間が短い．したがって，提案手法は 30 ノードを超え
る中規模から大規模のネットワークにおいてMMHC
アルゴリズムより CIテスト数と計算時間を削減でき
ることが分かる．さらに，提案手法は cancer を除い
たネットワーク学習においてMMHCアルゴリズムよ
り SHDを減少している．特に大規模ネットワークの
andesでは，提案手法の SHDがMMHCアルゴリズ
ムの SHD より大きく下回っている．この結果より，
提案手法は短い計算時間で MMHC アルゴリズムと

表 6: alarmの実験結果
Table 6 The experiment results for alarm.

CI テスト数
データ数 PC MMHC 名取ら 提案手法
10,000 2352.3 3060.1 1625.7 1314.8
20,000 2537.8 3331.0 1797.5 1404.6
50,000 2904.9 3751.6 2188.4 1498.0

100,000 3153.1 4029.0 2429.7 1608.3
200,000 3372.2 4322.7 2522.3 1648.6
500,000 3673.5 4449.2 2746.7 1735.2

1,000,000 3871.8 4512.0 3041.1 1892.5
2,000,000 4024.8 4393.3 3320.0 1917.4

計算時間（s）
10,000 6.31 5.31 2.58 1.98
20,000 11.29 11.54 4.74 2.83
50,000 21.37 30.81 9.86 4.89

100,000 43.08 68.46 21.49 8.45
200,000 90.75 150.28 44.63 15.45
500,000 241.49 384.17 135.91 44.95

1,000,000 463.17 751.52 330.33 103.05
2,000,000 1127.21 1464.26 701.68 273.58

SHD
10,000 18.7 24.1 24.3 17.8
20,000 18.9 24.6 26.1 18.2
50,000 15.2 25.6 30.2 20.1

100,000 12.2 24.3 30.2 18.8
200,000 8.8 23.3 25.6 15.2
500,000 3.0 22.9 17.0 10.2

1,000,000 3.0 23.5 16.2 10.5
2,000,000 2.0 21.7 15.9 8.8

同等以上の精度で学習でき，特に大規模構造学習で

MMHCアルゴリズムより学習精度を向上することが
確認できた．MMHCアルゴリズムは 500,000個以上
のデータによる andesの学習と win95pts，muninの
学習を制限時間内に実行できなかったが，提案手法は

制限時間内にこれらのネットワークを学習できた．そ

れゆえ，提案手法がMMHCアルゴリズムでは学習で
きない規模のネットワーク構造を学習できることが示

された．

最後に提案手法と名取らの手法を比較する．提案手

法は 30 ノード以下の小規模ネットワークを名取らの
手法と同程度の CIテスト数と計算時間で学習し，中
規模から大規模ネットワークを名取らの手法より CI
テスト数と計算時間を削減して学習できた．また，小

規模ネットワークにおいて，提案手法は名取らの手法

と同様に，データ数が十分大きくなるときに真の構造

を推定できた．これより，提案手法は名取らの手法と

同様に漸近一致性を持つことが示された．30ノード以
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表 7: win95ptsの実験結果
Table 7 The experiment results for win95pts.

CI テスト数
データ数 PC MMHC 名取ら 提案手法
10,000 8204.1 - 6154.7 4650.7
20,000 9140.4 - 6496.2 4911.4
50,000 10237.1 - 6955.2 5186.9

100,000 11431.2 - 7269.6 5419.8
200,000 12590.4 - 7524.3 5673.3
500,000 13836.2 - 7987.6 6012.7

1,000,000 14742.5 - 8333.5 6301.3
2,000,000 15605.9 - 8503.8 6415.3

計算時間（s）
10,000 13.25 - 7.96 4.22
20,000 24.11 - 15.16 6.01
50,000 56.27 - 29.90 13.25

100,000 138.42 - 55.04 25.40
200,000 326.64 - 114.26 51.96
500,000 1051.26 - 251.47 167.71

1,000,000 2201.24 - 724.37 440.86
2,000,000 5429.31 - 2251.42 896.56

SHD
10,000 52.8 - 59.6 57.0
20,000 46.6 - 53.5 48.8
50,000 41.2 - 44.2 41.7

100,000 37.2 - 36.5 35.5
200,000 35.7 - 36.8 35.5
500,000 31.3 - 35.5 33.5

1,000,000 30.2 - 33.3 32.3
2,000,000 28.6 - 33.3 32.2

上のネットワークでは提案手法は名取らの手法と同等

かそれ以下の SHDで学習できた．特に最大規模のベ
ンチマークネットワークである munin において，提
案手法は名取らの手法より SHD を大幅に減少した．
以上より，提案手法は短い計算時間で名取らの手法と

同等以上の学習精度を保ち，特に大規模のネットワー

クにおいて学習精度を向上することが示された．

以上より，以下を確認できた．

（ 1） 30ノードを超える中規模から 1000ノード程
度の大規模ネットワークにおいて，提案手法は従来の

制約ベースアプローチより学習に要する CIテスト数
と計算時間を削減できる．

（ 2） 提案手法は小規模から大規模のネットワーク

でMMHCアルゴリズムや名取らの手法と同等以上の
学習精度で学習できる．

（ 3） 提案手法は PCアルゴリズムやMMHCアル
ゴリズムで学習できないほど大規模のネットワーク学

習を実現できる．

表 8: andesの実験結果
Table 8 The experiment results for andes.

CI テスト数
データ数 PC MMHC 名取ら 提案手法
10,000 45750.5 93179.8 29097.9 28030.0
20,000 55772.4 101756.1 30630.1 29022.9
50,000 70752.2 123526.8 33282.9 30690.8

100,000 85640.0 149086.2 35666.7 32124.8
200,000 94747.0 185620.9 38807.5 33822.7
500,000 99722.7 - 44130.3 36405.1

1,000,000 112619.0 - 49750.0 38920.5
2,000,000 - - 57408.4 41915.1

計算時間（s）
10,000 65.86 238.66 35.66 32.34
20,000 120.83 523.37 83.90 44.90
50,000 316.94 1769.46 132.53 80.86

100,000 745.34 4497.28 241.17 141.37
200,000 1911.08 12103.61 479.40 279.65
500,000 9560.77 - 1992.89 754.87

1,000,000 19996.00 - 4257.23 1831.74
2,000,000 - - 9706.24 4942.97

SHD
10,000 125.7 223.9 70.1 72.2
20,000 102.3 216.3 51.8 55.8
50,000 83.0 211.9 29.8 39.0

100,000 67.8 205.6 23.3 26.5
200,000 44.9 199.8 18.9 19.2
500,000 22.4 - 15.7 13.8

1,000,000 15.8 - 14.7 11.2
2,000,000 - - 12.4 9.5

表 9: muninの実験結果
Table 9 The experiment results for munin.

CI テスト数
データ数 PC MMHC 名取ら 提案手法
10,000 - - 560361.8 553392.1
20,000 - - 588880.7 562427.8
50,000 - - 653391.1 575784.0

100,000 - - 705078.8 582138.4
200,000 - - 665294.7 588161.2

計算時間（s）
10,000 - - 772.71 620.87
20,000 - - 1592.53 870.84
50,000 - - 2587.48 1456.83

100,000 - - 4783.72 2195.40
200,000 - - 7255.80 3907.85

SHD
10,000 - - 504.4 461.8
20,000 - - 504.1 430.4
50,000 - - 525.9 404.0

100,000 - - 552.5 405.6
200,000 - - 540.6 404.1
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表 10: ランダムネットワーク
Table 10 Random networks.

network ノード数 エッジ数 最大親ノード数 パラメータ数
random2000 2000 4959 5 33528
random2500 2500 6250 5 42382
random3000 3000 7454 5 50710
random3500 3500 8694 5 59436

表 11: ランダムネットワークの実験結果
Table 11 The experiment results for random net-

works.

CI テスト数
ネットワーク 名取ら 提案手法
random2000 2071906.2 2062591.0
random2500 3227667.6 3214255.7
random3000 4609199.8 4597386.1
random3500 - 6242323.0

計算時間（s）
random2000 5346.09 3351.71
random2500 9742.30 3748.95
random3000 18141.00 8970.68
random3500 - 12714.20

SHD
random2000 4037.6 3841.8
random2500 5171.7 4900.0
random3000 6272.3 5962.8
random3500 - 6744.4

5. 2 大規模ランダムネットワークを用いた評価

前節では，PCアルゴリズムやMMHCアルゴリズ
ムでは学習できない規模のネットワークを提案手法

が学習できることを示した．本節では，ランダムに生

成したネットワーク（ランダムネットワーク）を用い

て実験を行い，名取らの手法では学習できない規模の

ネットワークを提案手法が学習できることを示す．

ランダムネットワークの生成には BNGenerator（注3）

[30] [31] を使用する．BNGenerator はマルコフ連鎖
モンテカルロ法により一様分布からネットワークを

ランダムに生成する．本論文では，ノード数を 2000，
2500，3000，3500とし，各ネットワークの最大次数を
5と指定して BNGeneratorを使用することで表 10に
示すネットワークを得た．本節では，生成されたネッ

トワークからデータ数 10,000 のデータセットをラン

（注3）：http://sites.poli.usp.br/pmr/ltd/software/bngenerator/

ダムに発生させ，前節と同様の実験手順で名取らの手

法と提案手法を比較する．

本実験の CIテスト数と計算時間，SHDの結果を表
11に示す．表 11より，提案手法は全てのネットワー
ク学習で名取らの手法より CIテスト数と計算時間を
削減し，SHD を減少させた．これより，提案手法は
2000 ノード以上の大規模ネットワークを名取らの手
法より高速かつ高精度に学習できることが示された．

名取らの手法は random3500を制限時間内で学習でき
なかったが，提案手法は全てのネットワークを制限時

間内に学習できた．したがって，提案手法は RAI ア
ルゴリズムが学習できなかった 3500ノードのネット
ワーク学習を実現できる．

6. む す び

本論文では，ベイジアンネットワークのある二変数

の条件付き独立性からその各変数と他変数との条件付

き独立性の少なくとも一つを保証できる推移性が成り

立つことを示し，それを Bayes factor を用いた RAI
アルゴリズムへ利用することで従来の制約ベースアプ

ローチより CIテスト数を大幅に削減する学習アルゴ
リズムを提案した．シミュレーション実験により，提

案手法は中規模から大規模の構造学習において従来手

法より CIテスト数と計算時間を削減することを示し
た．また，提案手法は，特に大規模ネットワークにお

いて，信頼性の低い CIテストを削減するために学習
精度を向上した．さらに，従来手法では学習できない

ほど大規模のベイジアンネットワーク学習を実現した．

今後の課題として，大規模構造学習の精度向上が挙げ

られる．大規模構造学習ではデータがスパースになる

ため，CIテストの信頼性が低下する傾向がある．この
問題に対し，磯崎らはMinimum Free Energy（MFE）
に基づくパラメータ推定法と CIテストを提案してい
る [32]～[34]．この MFE に基づくパラメータ推定法
と CIテストを組み込むことで大規模構造学習の精度
向上が見込める．また，実用面の課題として推論精度

を最適化する学習 [35]やベイジアンネットワーク分類
器の厳密学習 [36]への拡張が挙げられる．
謝辞 本論文の一部は本田 [37]によって発表されて
いる．
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付 録

1. 定理 4.1の証明
以下の補題 1を証明した後に定理 4.1を証明する．

［補題 1］ G = (V, E)を非循環有向グラフ（Directed
Acyclic Graph: DAG）とし，X, Y ∈ Vで，Y は X

の非子孫とする．このとき，∀A ∈ V \ ({X, Y } ∪
Pa(X, G) ∪W)とすると，以下が成り立つ．

X ⊥ Y | Pa(X, G)⇒ X ⊥ Y | Pa(X, G) ∪ {A}.
(A·1)

ここで，W は X の子孫であり，X と Y が合流結

合するノードとその子孫からなるノード集合を表し，

Pa(X, G)は X の Gにおける親ノード集合を表す．

［証明］（補題 1） ノード A が X の非子孫である場合

と子孫である場合に分けられる．

（ 1） ノード Aが X の非子孫である場合

X の非子孫は Pa(X, G) を所与として条件付き独
立である [18]．すなわち，X ⊥ Y | Pa(X, G) かつ
X ⊥ A | Pa(X, G)．条件付き独立性の合成性と弱結
合性より，

X ⊥ Y | Pa(X, G) and X ⊥ A | Pa(X, G)

⇒ X ⊥ Y ∪A | Pa(X, G) (∵ 合成性)

⇒ X ⊥ A | Pa(X, G) ∪ {Y } (∵ 弱結合性)

and X ⊥ Y | Pa(X, G) ∪ {A}

⇒ X ⊥ Y | Pa(X, G) ∪ {A}.

したがって，式（A·1）が成り立つ．
（ 2） ノード Aが X の子孫である場合

X と Y を結ぶ全ての道は，内点に Aが存在する道 p

と内点に A が存在しない道 q に分けられる．それぞ

れの道が ∀A ∈ Des(X, G) \Wを加えたノード集合

Pa(X, G)∪{A}でブロックされるならば，X と Y を

結ぶ全ての道が Pa(X, G) ∪ {A} でブロックされる．
ここで，Des(X, G) は X の G における子孫集合を

表す．

（ a） 道 pが存在する場合

AがX の子孫であるから，道 pの内点にX の子孫が

存在する．GがDAGで Y がX の非子孫であるため，

X の子孫で合流結合するノード ∃W ∈Wが道 pの内

点となることに注意する．A /∈ W であるため，道 p

はノード集合 Pa(X, G) ∪ {A}でもブロックされる．
（ b） 道 q が存在する場合

道 q の内点に X の子孫が存在する場合と存在しない

場合に分けられる．

i. 道 q の内点に X の子孫が存在しない場合

ノード Y とノード A を結ぶ道の内点には必ず

Pa(X, G)に属するノードが合流結合せずに存在する．
すなわち，X ⊥ Y | Pa(X, G)かつA ⊥ Y | Pa(X, G)
である．条件付き独立性の合成性と弱結合性より，

X ⊥ Y | Pa(X, G) and A ⊥ Y | Pa(X, G)

⇒ Y ⊥ X ∪A | Pa(X, G) (∵ 合成性)

⇒ Y ⊥ A | Pa(X, G) ∪ {X} (∵ 弱結合性)

and Y ⊥ X | Pa(X, G) ∪ {A}

⇒ X ⊥ Y | Pa(X, G) ∪ {A}.

したがって，式（A·1）が成り立つ．
ii. 道 q の内点に X の子孫が存在する場合

道 q の内点に A が存在しないことから，道 q の内点

で X の子孫となるノードは必ずW に属する．G が

DAG で，Y が X の非子孫であることから，道 q は

∃W ∈Wで合流結合をする．A /∈Wであるから，道

qはノード集合Pa(X, G)∪{A}でもブロックされる．
2(b)i，2(b)iiより，2(b)で式（A·1）が成り立つ．
（ c） 道 pと道 q がどちらも存在しない場合

X と Y を結ぶ道が存在しないため，任意の条件集合を

所与として X と Y は条件付き独立である．したがっ

て，X と Y はノード集合 Pa(X, G) ∪ {A}を所与と
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して条件付き独立である．

2(a)，2(b)，2(c)より，（2）で式（A·1）が成り立つ．
（1），（2）より，∀A ∈ V \ ({X, Y }∪Pa(X, G)∪W)
で式（A·1）が成り立つ． 2

［証明］（定理 4.1） 補題 1より，∀A ∈ V \ ({X, Y } ∪
Pa(X, G) ∪W)で，

X ⊥ Y | Pa(X, G)⇒ X ⊥ Y | Pa(X, G) ∪ {A},

であるから，

X ⊥ Y | Pa(X, G) (A·2)

⇒X⊥Y |Pa(X, G) and X⊥Y |Pa(X, G)∪{A}.

条件付き独立性の弱推移性より，

X ⊥ Y | Pa(X, G) and X ⊥ Y | Pa(X, G) ∪ {A}

⇒ X ⊥ A | Pa(X, G) or A ⊥ Y | Pa(X, G).
(A·3)

よって，式（A·2）と式（A·3）より，∀A ∈ V\({X, Y }∪
Pa(X, G) ∪W)で式（7）が成り立つ． 2

（平成 xx 年 xx 月 xx 日受付）

本田和雅

2017 年山形大学工学部卒，同年電気通
信大学大学院情報理工学研究科情報・ネッ

トワーク工学専攻博士前期課程入学．現在

に至る．

名取和樹 （正員）

2014 年電気通信大学情報理工学部卒．
2016 年同大学院情報システム学研究科社
会知能情報学専攻博士前期課程修了．同

年，同大学院情報理工学研究科情報・ネッ

トワーク工学専攻博士後期課程入学，現在

に至る．

菅原聖太

2018年電気通信大学情報理工学部卒．同
年，同大学院情報理工学研究科情報・ネッ

トワーク工学専攻博士前期課程入学，現在

に至る．

磯崎隆司

1995 年東京工業大学理学部物理学科卒
業，1997 年東北大学大学院理学研究科物
理学専攻博士前期課程修了，2010年電気通
信大学大学院情報システム学研究科社会知

能情報学専攻博士後期課程修了，博士（工

学）．現在 (株) ソニーコンピュータサイエ
ンス研究所リサーチャー．2016 年より電気通信大学大学院情
報理工学研究科客員准教授を併任．

植野真臣 （正員）

1992 年神戸大学大学院教育学研究科修
了，1994年東京工業大学大学院総合理工学
研究科修了．博士（工学）．東京工業大学，

千葉大学，長岡技術科学大学を経て 2006
年より電気通信大学助教授，2013 年より
教授, 現在に至る．

16



Abstract Learning Bayesian networks (BNs) is NP-hard. Recently, we can learn 1000 nodes BNs with
consistency by the RAI algorithm using Bayes factor, which is the state-of-the-art learning method. How-
ever, it is important to enable learning huger BNs to apply it in practice. This paper proves that conditional
independence (CI) of BNs has the transitivity that can infer, from CI between a pair of variables, CI between
each of them and another variable, and proposes a constraint-based algorithm, using the RAI algorithm
with the transitivity. The experimental results show that the proposed method decreases the number of CI
tests and run-time, and can learn huge BNs which prototypical constraint-based algorithms cannot learn.

Key words probabilistic graphical models, learning Bayesian network structure, conditional indepen-
dence, constraint-based approach.


